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Resumen— Las rutinas de álgebra lineal BLAS son
ampliamente utilizadas en aplicaciones cient́ıficas de
todo tipo. Existen implementaciones espećıficamente
optimizadas para diferentes tipos de plataformas de
cómputo incluyendo aceleradores. Por ejemplo, la im-
plementación contenida en la biblioteca Intel MKL,
aparte de ejecutarse en CPUs, incluye versiones pa-
ra Xeon Phi, mientras que la biblioteca cuBLAS está
especialmente diseñada para GPUs de NVIDIA.

Sin embargo, los mecanismos para gestionar la me-
moria utilizada por las estructuras de datos sobre las
que se realiza el computo son diferentes en cada imple-
mentación, aśı como algunos mecanismos relacionados
con las llamadas y el paso de parámetros.

En este art́ıculo presentamos una interfaz única
para BLAS, integrada en un modelo de programa-
ción heterogénea (Controllers) que soporta grupos de
núcleos de CPU, aceleradores Xeon Phi o GPUs de
NVIDIA de forma transparente para el programador.

Con esta propuesta es posible construir programas
portables basados en rutinas BLAS, que se ejecutan
en diferentes tipos de aceleradores cambiando simple-
mente un parámetro de inicialización. Nuestra pro-
puesta explota internamente la biblioteca espećıfica
para cada tipo de dispositivo. Las diferencias en sus
interfaces y en los mecanismos externos para gestionar
la memoria de los dispositivos, minimizando transfe-
rencias, son transparentes para el programador. Los
resultados experimentales muestran que nuestra abs-
tracción no introduce pérdidas de rendimiento signi-
ficativas.
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Controllers, Aceleradores, GPU, Xeon Phi, MIC, CU-
DA.

I. Introducción

La especificación BLAS, muy conocida en el ámbi-
to de la computación cient́ıfica, contiene la defini-
ción de tres conjuntos (denominados niveles) de ruti-
nas matemáticas de bajo nivel que permiten realizar
operaciones vector-vector, vector-matriz y matriz-
matriz, respectivamente. Existen ciertas implemen-
taciones de BLAS que permiten obtener un mejor
rendimiento cuando se ejecutan sobre un hardware
espećıfico. Algunos ejemplos de éstas son cuBLAS[1],
cuyas funciones están optimizadas para GPUs que
soporten CUDA, y la implementación que se encuen-
tra como parte de Intel MKL[2], que permite acelerar
su ejecución bajo plataformas Intel, entre las que se
incluyen los coprocesadores Xeon Phi.

Uno de los problemas asociados al uso de coproce-
sadores está en el elevado coste de mover los datos
necesarios desde el host al dispositivo. Para una se-
cuencia concreta de llamadas a rutinas BLAS, esco-
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2Dpto. de Informática, Univ. Valladolid, e-mail:
arturo@infor.uva.es
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ger los momentos en los que se sincronizan y mueven
datos entre el host y el dispositivo es importante. Los
mecanismos para realizar estas transferencias vaŕıan
entre las diversas implementaciones de BLAS, e in-
cluso dentro de cada implementación existen diferen-
tes opciones con diferentes grados de transparencia y
responsabilidad de cara al programador. Las biblio-
tecas MKL de Intel y cuBLAS/nvBLAS de NVIDIA
proveen distintos mecanismos de offloading, ya sea
totalmente automático, asistido por el compilador
(Compiler-Assisted Offloading, CAO), o con transfe-
rencias programadas manualmente. A mayores, aun-
que la interfaz de las funciones BLAS pueda parecer
uniforme entre las diferentes implementaciones, en
la práctica existen pequeñas diferencias que conviene
tener en cuenta. Por ejemplo, los mismos parámetros
pueden aparecer por valor o por referencia en dife-
rentes bibliotecas, diferentes nombres o constantes se
usan para indicar el mismo tipo operaciones o datos,
e incluso algunas bibliotecas pueden tener paráme-
tros extra espećıficos de la propia implementación,
tales como una estructura de datos que representa el
contexto de la biblioteca en cuBLAS.

En trabajos previos presentamos el modelo deno-
minado Controller [3], que permite la implementación
de algoritmos concretos en unidades de cómputo o
kernels. Cada kernel se identifica por un nombre e in-
terfaz únicos, pero se pueden declarar diferentes im-
plementaciones del mismo kernel. Desde una genéri-
ca que utiliza una abstracción que permite ejecutarlo
en cualquier dispositivo, hasta una implementación
espećıficamente optimizada para cada tipo de plata-
forma, o incluso para cada familia de arquitectura.
Un controlador se asocia a un dispositivo en su crea-
ción. Permite asociar estructuras de datos a su con-
texto e invocar la ejecución de kernels por nombre.
El controlador escoge la implementación del kernel
invocado más adecuada para la plataforma o dispo-
sitivo al que está asociado. La primera propuesta so-
portaba como dispositivo tanto un grupo de núcleos
de CPU, como GPUs de NVIDIA[3]. Posteriormen-
te se añadió el soporte para aceleradores Intel MIC
(Xeon Phi)[4]. Internamente los Controllers utilizan
OpenMP y CUDA para la coordinación de tareas.

En este trabajo se presenta una capa software
de abstracción entre diversas implementaciones de
BLAS, utilizando como soporte la biblioteca de Con-
trollers. Esta propuesta permite al usuario progra-
mar códigos con secuencias de llamadas a las rutinas
de BLAS con una interfaz uniforme y seleccionar con
un único parámetro el hardware destino en el que se
ejecutará el código. Internamente, la biblioteca es-
cogerá la mejor implementación disponible para el



hardware seleccionado, utilizando llamadas a biblio-
teca BLAS espećıficamente optimizadas para dicho
hardware, provistas por el fabricante o por terceras
partes. Nuestra propuesta combina portabilidad de
código y de rendimiento.

El presente art́ıculo está estructurado en varias
partes. La sección 2 presenta algunos trabajos re-
lacionados. En la sección 3 se repasan algunas carac-
teŕısticas de las herramientas utilizadas. La sección 4
detalla las soluciones utilizadas en nuestra propuesta.
En la sección 5 se describe el trabajo experimental
para validar la propuesta. Finalmente, en la sección
6 se discuten las conclusiones y el trabajo futuro.

II. Trabajo relacionado

La idea de ejecutar las funciones de BLAS en un
entorno heterogéneo no es nueva. Por ejemplo, exis-
te una biblioteca BLAS pensada para ser ejecutada
de forma paralela denominada PBLAS, presentada
por Choi et al.[5] y que puede ser descargada des-
de[6]. Una variante de ésta, llamada HeteroPBLAS[7]
y creada por Manumachu et al., es capaz de ejecu-
tar los algoritmos de BLAS explotando el paralelis-
mo mediante memoria distribuida con HeteroMPI en
clústeres heterogéneos, lo que añade la capacidad de
balanceo de carga. Sin embargo, HeteroPBLAS no es
capaz de explotar las capacidades de cómputo de los
coprocesadores conectados a los nodos y únicamente
utiliza los cores de CPU.

Una solución alternativa a la presentada aqúı es
el conjunto de bibliotecas MAGMA[8], que contiene
versiones optimizadas de las funciones de BLAS y
LAPACK, y está disponible tanto para CPUs, CU-
DA, OpenCL[9] y Xeon Phi[10]. La principal dife-
rencia que presenta la solución descrita en este tra-
bajo respecto a MAGMA es que no pretende generar
una implementación eficiente por cada coprocesador
existente, sino que utiliza en su lugar las bibliote-
cas proporcionadas por las propias compañ́ıas que
desarrollan el hardware. De esta forma se evitan los
problemas derivados de actualizar permanentemente
los algoritmos de BLAS para cada nueva arquitectu-
ra[11], o de tener que incluir nuevos algoritmos que
puedan aparecer para arquitecturas antiguas.

Finalmente, dado que es posible programar tanto
para CPUs, GPUs y Xeon Phi utilizando OpenCL,
también cabe citar la biblioteca clBLAS[12], que for-
ma parte de clMathLibraries, que a su vez está siendo
desarrollada por AMD.

III. BLAS y Controllers

A. Implementaciones especializadas de BLAS

La especificación BLAS, muy conocida en el ámbi-
to de la computación cient́ıfica, contiene la definición
de tres conjuntos (denominados niveles) de rutinas
matemáticas básicas que permiten realizar operacio-
nes vector-vector, vector-matriz y matriz-matriz, res-
pectivamente. Existen ciertas implementaciones de
BLAS que permiten obtener un mejor rendimiento
cuando se ejecutan sobre un hardware espećıfico. Al-
gunos ejemplos de éstas son cuBLAS[1], cuyas fun-

ciones están optimizadas para GPUs que soporten
CUDA, y la implementación que se encuentra como
parte de Intel MKL[2], que permite acelerar su ejecu-
ción bajo plataformas Intel, entre las que se incluyen
los coprocesadores Intel MIC Xeon Phi.

Cada rutina tiene normalmente cuatro versiones
para cuatro tipos de datos diferentes. El tipo de da-
tos se refleja en el nombre de la función con una s pa-
ra reales en punto flotante de precisión simple (p.ej.
SGEMM); d, para reales en punto flotante de preci-
sión doble (DGEMM); c, para números complejos en
punto flotante de precisión simple (CGEMM) y final-
mente z, para complejos en punto flotante de preci-
sión doble (ZGEMM). Normalmente se suele emplear
un asterisco * o algún otro śımbolo en lugar de la le-
tra correspondiente al tipo de datos cuando se cita
el nombre de una rutina de forma genérica.

En cada nivel de BLAS se definen diferentes ruti-
nas. En nivel 1 encontramos rutinas que hacen ope-
raciones escalar-vector o vector-vector. Por ejemplo,
la rutina *AXPY, que multiplica los elementos de un
vector por un escalar, o I*AMAX, que para un vector
devuelve el ı́ndice de la celda con el valor más alto
del mismo. En nivel 2 encontramos rutinas con ope-
raciones vector-matriz, como por ejemplo *GEMV,
que devuelve el resultado de multiplicar una matriz
por un vector. Finalmente, en nivel 3 hay operaciones
matriz-matriz, como *GEMM que permite obtener el
resultado de la multiplicación de dos matrices.

En cada implementación especializada para copro-
cesadores encontramos diversos mecanismos de of-
floading, que son las operaciones de movimiento de
datos desde la jerarqúıa de memoria del host al dis-
positivo, o viceversa. La biblioteca MKL, por ejem-
plo, permite hacer offloading automático[13] de cier-
tas funciones a Xeon Phi. En este caso, una llamada
a función de BLAS implica de forma transparente el
movimiento de datos de entrada al coprocesador y la
recuperación de los resultados moviéndolos al host.
Este mecanismo, si bien debe ser habilitado por el
usuario mediante la llamada a una función o la defini-
ción de una variable de entorno (MKL MIC ENABLE=1),
su activación para una llamada a BLAS es decisión
de la implementación. Sólo se realiza cuando ésta
juzga que el tamaño de datos a procesar es lo sufi-
cientemente grande como para que el movimiento al
coprocesador compense[14]. En caso contrario la ru-
tina se ejecuta en el host. Aunque es una funcionali-
dad automática y transparente, sólo está disponible
para para un conjunto muy reducido de funciones de
BLAS (*GEMM, *TRSM, y *STRMM), las funcio-
nes de factorización LU (*GETRF, *GETRFNPI),
QR (*POTRF) y Cholesky (*GEQRF) y la reduc-
ción a forma tridiagonal (SYRDB) de LAPACK[15],
[16], [17]. El encadenamiento de secuencias de lla-
madas a estas funciones pueden producir múltiples
movimientos de datos innecesarios, ya que aunque
los resultados de una rutina se vayan a utilizar como
entradas en otra posterior, el offloading automático
siempre transfiere las entradas y salidas de cada ru-
tina de forma independiente.



Otra opción consiste en el uso de Intel Langua-
ge Extensions for Offload (LEO). Se trata de unas
anotaciones del compilador de Intel (pragmas) que
permiten realizar comunicaciones expĺıcitas de datos
entre host y dispositivo en los momentos deseados.
Esto permite el mayor grado de control al programa-
dor, a costa de un mayor esfuerzo por su parte para
determinar los movimientos óptimos y codificarlos,
aparte de generar un código menos portable.

Como parte de las posibilidades que ofrece LEO
está el modo de offloading asistido por el compilador
(CAO), en el que el propio usuario es responsable de
definir qué funciones o grupos de éstas se ejecutarán
en el coprocesador y cuáles en el host, quedando los
detalles del movimiento parcialmente ocultos. Es, por
tanto, una solución más general que la anterior. To-
das las funciones BLAS de MKL pueden ser ejecuta-
das mediante esta técnica y permite reutilizar datos
entre llamadas a rutinas sin movimientos innecesa-
rios Sin embargo, las decisiones son responsabilidad
del programador, y los movimientos se sincronizan
con los comienzos o finales de rutinas.

NVIDIA tiene una solución similar al offloading
automático de MKL, mediante una biblioteca llama-
da nvBLAS, que se ejecuta sobre su implementación
especializada de BLAS para sus GPUs, denomina-
da cuBLAS. Al igual que en el caso anterior, verifica
si la transferencia mediante el bus PCI compensa el
tiempo estimado de ejecución. De nuevo al igual que
en MKL, sólo está disponible para un conjunto redu-
cido de funciones (*GEMM, *SYRK, (C,Z)HERK,
*SYR2K, (C,Z)HER2K, *TRSM, *TRMM, *SYMM
y (C,Z)HEMM)[18]. Si no se utiliza esta opción, las
transferencias de memoria entre host y GPU deben
ser gestionadas con las llamadas habituales a la bi-
blioteca de CUDA. Esto es equivalente a la utiliza-
ción de Intel LEO en cuanto a mayor control, mayor
esfuerzo de desarrollo y menor portabilidad.

En cuanto a diferencias de interfaz podemos des-
tacar que en la segunda versión del API de cuBLAS
se utiliza un nuevo parámetro handle que es espećıfi-
co de esta implementación. Se trata de una estruc-
tura que contiene información sobre el contexto de
la biblioteca, y que debe ser creada, pasada como
primer parámetro en cada llamada a esta bibliote-
ca, y posteriormente destruida. Otras diferencias me-
nores aparecen por ejemplo en la forma de pasar
ciertos parámetros. Por ejemplo, los escalares alfa,
beta, etc., se pasan como puntero en todas las lla-
madas a cuBLAS, mientras que en Intel MKL se
pasan por valor. Otro problema reside en los di-
ferentes valores que cada implementación asigna a
las constantes o tipos de dato que definen operacio-
nes, tales como por ejemplo cublasOperation t y
CBLAS TRANSPOSE, que especifican si se debe realizar
o no la transpuesta de una de las matrices de entrada
antes de realizar la operación. Relacionado con ésta,
algunas bibliotecas como CBLAS permiten definir si
la matriz de entrada está en row-major order (común
en lenguajes como C) o en column-major order (em-
pleado por programas en lenguaje Fortran).

B. Controllers

La biblioteca de Controllers[3], [4] introduce una
entidad abstracta, el controlador, que se asocia en su
creación a un dispositivo. Este puede ser una GPU,
una acelerador Intel MIC Xeon Phi, o un grupo de
núcleos de CPU que se manejan de forma transpa-
rente como un acelerador.

El controlador soporta funcionalidades para aso-
ciar/desasociar una estructura de datos a su contex-
to, crear/destruir estructuras de datos dentro de su
contexto que no tienen reflejo en el host, y lanzar
kernels (rutinas de trabajo) en el dispositivo.

Las llamadas a kernels reciben como parámetros
valores, o referencias a estructuras de datos de su
contexto (asociadas o creadas). La asociación de una
estructura de datos al contexto de un controlador
implica que antes de ser utilizada por un kernel los
datos del host se copiaran a la imagen que se crea en
el contexto del dispositivo. En el momento de desaso-
ciarla, si la estructura ha sido modificada en el dis-
positivo, los datos actuales se copian en la imagen
original del host. Las copias hacia el dispositivo pue-
den ser eager o lazy, realizándose en el momento de
la asociación o retrasándose hasta que son necesarias.

El controlador es responsable de gestionar la cola
de peticiones de ejecución de kernels, y manejar las
transferencias de memoria de forma transparente. In-
ternamente, los controladores utilizan las bibliotecas
o funcionalidades nativas que proveen los vendedores
de las plataformas, o las bibliotecas de terceros más
eficientes para cada plataforma. Por tanto proveen
de una capa de abstracción para desarrollar progra-
mas portables, consiguiendo la máxima eficiencia en
la gestión del dispositivo gracias a explotar los me-
canismos nativos de cada uno.

Para definir kernels, la biblioteca de controladores
utiliza un sistema de declaración genérica de interfaz
donde se detalla el nombre, número de parámetros,
tipos, nombres y rol de entrada/salida. Un kernel con
un nombre único puede ser declarado varias veces con
un identificador de plataforma. Existe un identifica-
dor genérico que sirve para declarar kernels que se
pueden ejecutar en cualquier plataforma. El contro-
lador provee de un espacio de identificación de ı́ndices
de thread similar al de CUDA u OpenCL, pero que
asocia los threads en orden row-major, lo que per-
mite portabilidad entre dispositivos. Se provee de un
interfaz de acceso a los elementos de estructuras de
datos único. Por tanto el programador puede definir
kernels sencillos y portables. La especificación se ha-
ce en grano fino. El controlador es el responsable de
agrupar los threads en bloques (para GPUs) o de ge-
nerar tareas de grano grueso que recorren el espacio
de ı́ndices con bucles (en OpenMP) para su ejecución
eficiente.

Sin embargo, también se permite declarar kernels
espećıficos para plataformas y arquitecturas, donde
se pueden incluir estructuras y primitivas propias del
modelo de programación interno. Por ejemplo, los
kernels declarados para GPUs pueden utilizar sin-
taxis y primitivas de CUDA para declarar y usar



memoria compartida, sincronizar los threads del blo-
que, etc. Esto permite ir construyendo una biblioteca
de kernels especializados que el controlador utilizará
priorizándolos sobre los kernels genéricos cuando la
arquitectura asociada sea la adecuada. Parámetros
de lanzamiento tales como los tamaños de bloque y
grid para GPUs, se seleccionan automáticamente en
función de una declaración de propiedades del códi-
go suministrada por el programador y un modelo de
predicción interno. En caso de no tener una caracte-
rización espećıfica se utilizan valores por defecto que
aseguran máxima ocupación de los cores de la GPU.

Para conseguir una uniformidad en la gestión de
las estructuras de datos y en el paso de parámetros,
el modelo de controladores se apoya en la biblioteca
Hitmap. Esta biblioteca permite definir estructuras
de datos con dominios de ı́ndices, tales como arrays o
grafos. Cada estructura se representa con una estruc-
tura denominada HitTile que contiene meta-datos y
punteros a la zona de memoria con los datos. La bi-
blioteca incluye un interfaz unificado para la declara-
ción de espacios de ı́ndices, creación, destrucción, y
acceso a los datos de un HitTile. Los parámetros de
los kernels en el modelo de controladores son siem-
pre tipos básicos pasados por valor, o HitTiles de
cualquier tipo base.

IV. Propuesta de solución

En esta sección se detalla la solución propuesta
para conseguir una biblioteca portable y eficiente de
BLAS a través del modelo de controladores. La bi-
blioteca de controladores nos facilita una forma de
construir un interfaz único para kernels con diferen-
tes implementaciones especializadas para diferentes
plataformas. El controlador es el responsable de es-
coger la implementación adecuada para la arquitec-
tura a la que se asocia en su construcción. En caso
de no existir una apropiada, el controlador utilizará
la implementación genérica no especializada.

Nuestra propuesta se basa en extender el meca-
nismo de los controladores para implementar kernels
con código que se ejecuta en el host, para añadir tres
nuevos tipos de implementaciones de kernels, uno pa-
ra cada tipo de dispositivo soportado. Los tipos se
denominan libCPU, libXPhi y libGPU.

Estos nuevos tipos de kernels se declaran como
cualquier otro kernel, pero usando estos nombres co-
mo identificadores de arquitectura. En lugar de im-
plementar un código especializado que se lanza y eje-
cuta en el dispositivo, implementan llamadas a fun-
ciones de bibliotecas externas. Por tanto su código
se ejecuta en el host, pero la llamada a la biblioteca
nativa dispara la ejecución de una rutina en el dis-
positivo. En el caso de grupos de CPUs (libCPU) o
Intel MIC XeonPhi (libXPhi), las llamadas serán a
la biblioteca MKL. En el caso de GPUs (libGPU) las
llamadas serán a cuBlas.

Se ha desarrollado una colección de kernels. Uno
por cada función de BLAS y tipo de datos, que
actúan cómo wrappers sobre las bibliotecas origina-
les. Hemos denominado a esta biblioteca de kernels

cuBLAS Intel MKL Otros

Biblioteca HitCtrlBLAS
HitMap

Controllers

Programa del Usuario

Fig. 1

Capas de abstracción y herramientas utilizadas en la

solución propuesta.

HitCtrlBLAS (ver Fig. 1). En esta biblioteca, cada
función de BLAS es un kernel del modelo de contro-
ladores, con tres implementaciones, una para cada
tipo de dispositivo (CPUs, XeonPhi, GPU). El inter-
faz propuesto para cada función de BLAS es común
y uniforme. Dentro de cada implementación se ges-
tionan los detalles necesarios para hacer la llamada
adecuada a la biblioteca correspondiente. Por ejem-
plo, las implementaciones libGPU contienen interna-
mente el handle necesario para las llamadas a cuBlas,
que se crea y destruye con el controlador cuando este
está asociado a una GPU. Otras diferencias respecto
de las API de las bibliotecas utilizadas como base se
resuelven en la implementación de cada kernel.

Toda la gestión de transferencias de datos ya está
resuelta en la biblioteca de controladores, que utiliza
CUDA, o CAO según el tipo de dispositivo asocia-
do al controlador. Las estructuras de tipo HitTile de
la biblioteca Hitmap, utilizadas en los controladores,
proveen también de un interfaz unificado para la ges-
tión de las estructuras de datos.

V. Estudio experimental

A continuación se presenta un trabajo experimen-
tal para comprobar que la implementación de la pro-
puesta de la biblioteca de kernels no impone una pe-
nalización demasiado elevada con respecto al tiempo
que tardaŕıa una aplicación implementada directa-
mente usando una de las bibliotecas originales.

Como caso de prueba se ha seleccionado un código
que permite calcular el resultado de multiplicar una
matriz A por otra B (ambas cuadradas) repetidas
veces por la derecha. Dicho de otro modo, permite
obtener el resultado de C = A×Bn. En este caso se
utiliza una implementación recursiva: Ck = Ck−1∗B,
para k ∈ {1, 2, ..., n}, donde C0 = A. Algunas imple-
mentaciones como Intel MKL no permiten especifi-
car el mismo argumento como parámetro de entrada
y salida en la misma llamada, por lo que el resultado
de multiplicar Ck×B no puede almacenarse de vuelta
en C para multiplicar de nuevo por B por la derecha
en la siguiente iteración. Esto obliga al uso de una
tercera matriz reservada en la unidad de cómputo
donde almacenar el resultado parcial. Utilizamos un
segundo kernel para hacer la copia de la matriz in-
termedia a la que se usa como primer operando en
cada iteración. Este segundo kernel no tiene carga
computacional aparte de la simple transferencia de
memoria, lo que permite ver mejor si las propias lla-



/∗ CAL BLAS XPHI. cu ∗/
// C a r a c t e r i z a c i ón d e l k e r n e l : Pará metros por d e f e c t o
CAL KERNEL GPU CHAR STATIC( scopy , 2 , def , def , de f ) ;

// Dec larac i ón de l a implementaci ón para GPU
CAL KERNEL LIBGPU( scopy , 5 ,

IVAL, int , n ,
IN , H i t T i l e f l o a t ∗ , x ,
IVAL, int , incx ,
IO , H i t T i l e f l o a t ∗ , y ,
IVAL, int , incy )

{
cublasScopy (comm−>handleCUBLAS , n , x . kdata , incx , y . kdata , incy ) ;

}

/∗ CAL BLAS XPHI. cpp ∗/
// Dec larac i ón de l a implementaci ón para XeonPhi
CAL KERNEL XPHI( scopy , 5 ,

IVAL, int , n ,
IN , H i t T i l e f l o a t ∗ , x ,
IVAL, int , incx ,
IO , H i t T i l e f l o a t ∗ , y ,
IVAL, int , incy )

{
cb l a s s copy (n , x . data , incx , y . data , incy ) ;

}

Fig. 2

Ejemplo de declaración de dos implementaciones (para GPU-CUDA y para Intel MIC XeonPhi), del kernel scopy

de BLAS, en la biblioteca HitCtrlBLAS.

madas a los kernels suponen un overhead apreciable.
La implementación permite jugar con dos paráme-
tros, el número de veces que se multiplica la matriz
B y el tamaño de la matriz. Antes de comenzar la
iteración principal, las matrices iniciales A y B se
copian en la memoria de la unidad de cómputo.

La implementación del código para las pruebas se
realizó en cuatro etapas y dio como resultado tres
códigos diferentes además de la propia biblioteca de
kernels. En una primera fase, la especificación de la
aplicación se tradujo a dos variantes, una utilizando
Intel MKL y añadiendo los pragmas necesarios pa-
ra ejecutar las funciones de BLAS en una XeonPhi
mediante Offloading asistido por compilador y opti-
mizándola para reducir las transferencias de datos,
y una segunda variante en la que se utiliza cuBLAS
y el compilador de NVIDIA para realizar el mismo
procesamiento en una GPU habilitada para CUDA.
En ambos casos se ha verificado que las funciones de
BLAS se ejecutan realmente en sus respectivos co-
procesadores y que en ningún caso el compilador o
el sistema de ejecución toman la decisión de ejecu-
tar la función en el host. Por ejemplo en el caso de la
Xeon Phi utilizamos variables de entorno, tales como
OFFLOAD REPORT=3, antes de la ejecución del progra-
ma[19]. Estas dos variantes (matrixABk XeonPhi,
matrixABk CUDA, no utilizan Controllers y se em-
plean como referencias.

Posteriormente, se realizó la versión que utiliza
controladores, empezando por la creación de la capa
intermedia de kernels. Como ya se ha explicado, por
cada función de BLAS se implementaron dos kernels
con el mismo nombre, uno para libXPhi que utili-
za su equivalente en Intel MKL y una segunda que
utiliza la función correspondiente en cuBLAS. Todo
esto se realiza cuatro veces por cada grupo de funcio-

nes (eg. *GEMM → SGEMM, DGEMM, CGEMM,
ZGEMM), y los kernels de CUDA y los de Intel MKL
se crean en dos ficheros separados para poder compi-
lar cada uno de ellos con su compilador espećıfico. A
continuación se crearon sendos ficheros de cabecera,
y finalmente el programa principal.

El aspecto del programa principal se muestra en
la Fig. 3. En él se pueden ver las diferentes etapas
de las que suele constar normalmente el desarrollo
de programas usando Controllers. En primer lugar
se inicializa el sistema de controladores y se declaran
las variables, tales como matrices y vectores, que se
vayan a emplear, utilizando HitTiles. Para las matri-
ces A y B se declara y reserva espacio de memoria en
el host en la misma llamada. Para la matriz C sólo
se declaran sus caracteŕısticas pero no se reserva me-
moria para los datos, ya que se utilizará sólo como
variable temporal en el dispositivo.

El siguiente paso es declarar los controladores que
deseemos con el tipo CALCntrl. Mediante la función
de creación el controlador quedará asociado con una
unidad de cómputo (como por ejemplo una GPU,
una Xeon Phi espećıfica o un conjunto de uno o más
cores CPU). Dado que todas las funciones de con-
troladores reciben como parámetro un CALCntrl, es
posible seleccionar dinámicamente (en tiempo de eje-
cución) qué funciones serán ejecutadas por cada uni-
dad de cómputo (controlador). Esto también permite
que las mismas funciones puedan ser ejecutadas por
diferentes controladores, o bien que cada controlador
ejecute un conjunto concreto de funciones.

A continuación, en el código, se define una configu-
ración que incluye el número de hilos (lógicos o vir-
tuales) que se utilizarán en la unidad de cómputo, y
se copian las matrices desde la CPU a la misma usan-
do CAL CntrlAttach. Como se expuso anteriormente,



int main ( int argc , char∗ argv [ ] )
{

CAL CntrlInit ( 1 ) ;

// Dec larac i ón de dominio de i n d i c e s de cada v e c t o r / matriz
H i t T i l e f l o a t matrixA , matrixB , matrixC ;
h i t t i l eDoma in (&matrixC , f loat , 2 , rows , columns ) ;

// Reserva de espac io ( s o l o para v e c t o r e s / matr ices en CPU)
h i t t i l eDoma inA l l o c (&matrixA , f loat , 2 , rows , columns ) ;
h i t t i l eDoma inA l l o c (&matrixB , f loat , 2 , rows , columns ) ;

// I n i c i a l i z a r datos en hos t
. . .

// Crear contro lador
CALCntrl commGPU;
CAL CntrlCreate(&commGPU, CAL CNTRL LIBGPU, 0 ) ;

// Número de threads ( r e a l e s en GPU, v i r t u a l e s en CPU)
CALThread threads ;
CALThreadInit ( threads , 2 , rows , columns ) ;

// Asociar matr ices que r e s i d i r án tanto en hos t como en a c e l e r a d o r
CAL CntrlAttach(&commGPU, &matrixA ) ;
CAL CntrlAttach(&commGPU, &matrixB ) ;

// Crear matr ices que r e s i d i r án s ó l o en e l a c e l e r a d o r
CAL CntrlInternal (&commGPU, &matrixC ) ;
. . .

// Lanzamiento de k e r n e l s
int t imes ;
for ( t imes = 0 ; t imes < f i n a l p o w e r ; t imes++)

{
CAL CntrlLaunch (commGPU, sgemm , threads , 13 , &t i l e o p n o t r a ,

&t i l e o p n o t r a , rows , columns , columns ,
1 . 0 , &matrixA , columns , &matrixB , columns ,
0 . 0 , &matrixC , rows ) ;

CAL CntrlLaunch (commGPU, scopy , threads , 5 , rows∗columns ,
&matrixC , 1 , &matrixA , 1 ) ;

}
. . .

// Liberar e s t r u c t u r a s
CAL CntrlDetach(&commGPU, &matrixA ) ;
CAL CntrlDetach(&commGPU, &matrixB ) ;
CAL Cntr lDestroyInternal (&commGPU, &matrixC ) ;

CAL CntrlDestroy(&commGPU) ;
h i t t i l e F r e e ( matrixA ) ;
h i t t i l e F r e e ( matrixB ) ;

}

Fig. 3

Extracto del programa principal del ejemplo C = A×Bk utilizando la biblioteca de controladores y

HitCtrlBLAS. En este caso el controlador utilizado está asociado a la primera GPU del sistema.

puede ser necesario reservar espacio dentro del dis-
positivo para una estructura temporal, sin memoria
reservada en en la CPU. En el ejemplo se utiliza la
función CAL CntrlInternal para realizar esta reser-
va para la matriz C. Seguidamente, el código con-
tiene un bucle que lanza los kernels correspondientes
a SGEMM, pasando los parámetros necesarios. En
función del tipo de dispositivo al que esté asociado
el CALCntrl que se pasa como parámetro, el frame-
work de controladores elegirá entre la implementa-
ción de cuBLAS o la de Intel MKL para Xeon Phi.
Durante las iteraciones no se produce movimiento de
datos entre el coprocesador y el host, lo que aumenta
la eficiencia. Finalmente, al realizar la operación de
detach de las matrices A y B, los datos de la matriz
resultado almacenada en A se copian de vuelta a la

CPU. En el caso de B, el controlador detecta que
no ha sido modificada y no realiza transferencia de
memoria a la CPU. La matriz C reservada sólo en el
dispositivo se destruye. Se destruye el controlador en
uso y se libera la memoria usada en el host.

Las pruebas con este código fueron ejecutadas en
una máquina denominada ‘Chimera’, que contiene
las caracteŕısticas especificadas en la Tabla I. El mo-
tivo para su selección, como se puede ver en dicha
tabla, es que la misma dispone tanto de un copro-
cesador Xeon Phi como de una GPU Titan Black,
lo que permite hacer pruebas utilizando cualquiera
de los dos dispositivos, asegurando que el resto del
hardware de la plataforma es exactamente el mismo.
Cada experimento se repite al menos cinco veces, ob-
servándose una alta estabilidad en las medidas y re-



producibilidad de los resultados.

Las Fig. 4 y 5 muestran la relación entre los tiem-
pos de ejecución del programa que obtiene la mul-
tiplicación de una matriz por otra repetidas veces
(C = A×Bk), para un k = 3, en función del tamaño
de la matriz que se le pasa como parámetro.

La primera figura, Fig. 4, muestra la diferencia en-
tre la versión que hace llamadas a cuBLAS directa-
mente (representada mediante puntos cuadrados) y
la versión que utiliza llamadas a las funciones del
controlador que actúan como wrappers de cada fun-
ción de cuBLAS. En esta gráfica se puede ver que el
uso de Controllers (y por tanto de la biblioteca que se
describe en este trabajo). La diferencia de rendimien-
to para la versión con Controllers comienza con una
perdida de hasta un 79 % para matrices pequeñas de
1000× 1000, que se reduce rápidamente al aumentar
el tamaño de la matriz, hasta algo menos de un 4 %
de penalización para matrices de 20000× 20000.

La segunda gráfica, Fig. 5 contiene la misma com-
paración para Xeon Phi. Una versión utiliza llamadas
directas a la implementación CBLAS de Intel MKL,
y la otra utiliza el mismo código de controlador utili-
zado en el caso de la GPU, pero esta vez asociando el
controlador a la unidad Xeon Phi en el momento de
su creación. Se puede ver que en este caso los tiempos
de ejecución de la variante con controlador, con ma-
trices grandes a partir de 6500× 6500, la desventaja
ronda siempre entre el 10 % y el 19 %. Sin embargo,
con tamaños pequeños de hasta 6000×6000, el com-
portamiento depende mucho del tamaño en concreto.
En ciertos casos se obtienen penalizaciones de hasta
el 19 %. En otros, sin embargo, la versión con con-
trolador obtiene ventajas de rendimiento de hasta un
14 %, o incluso en un caso concreto con una ventaja
de un 46 %. Puesto que estos resultados son consis-
tentes a lo largo de varias ejecuciones, actualmente
se está trabajando en realizar un profiling detallado
para averiguar las razones de estas variaciones según
el tamaño de las matrices,

Otra ventaja que se ha podido demostrar mediante
la implementación de este software es que el uso de
las nuevas bibliotecas de kernels permiten que la apli-
cación pueda cambiar entre las funciones de CBLAS
MKL y las de cuBLAS tan sólo cambiando un úni-
co parámetro al crear el Controller, consiguiendo la
portabilidad deseada.

VI. Conclusiones y trabajo futuro

En este trabajo se presenta una implementación de
una biblioteca de funciones BLAS heterogénea, de tal
forma que es posible definir algoritmos genéricos in-
dependientes de la plataforma, utilizando de forma
transparente tanto implementaciones propias como
las funciones BLAS que proveen las bibliotecas de
los propios fabricantes de los diferentes aceleradores
y coprocesadores. Esta solución permite portar fácil-
mente códigos que previamente realizaran llamadas a
bibliotecas espećıficas BLAS de forma muy sencilla,
a la vez que habilita el uso de múltiples coprocesa-
dores de tipos diferentes sin obligar al programador

Sistema operativo CentOS 7.2.1511
Procesador Intel Xeon E5-2620 v3
Velocidad de reloj 2.40GHz
Memoria principal 32 GB DDR3 1333 MHz
Memoria caché 15 MB

Coprocesador Intel Xeon Phi (KNC) A3120
Coprocesador NVIDIA GTX Titan Black GK110B

Entorno Intel Parallel St. XE 2017.0.035
Entorno NVIDIA CUDA (nvcc) 8.0.44

TABLA I

Caracteŕısticas hardware y software del entorno de

pruebas.

a resolver las diferencias entre diferentes interfaces o
duplicar el código.

A mayores, gracias al sistema de controladores, es-
ta solución evita el movimiento innecesario de los da-
tos que residen en los diferentes tipos de unidades de
cómputo hasta que los datos resultado son expĺıcita-
mente sincronizados con el host por el programador.
Al utilizar este sistema, el overhead introducido con
respecto a una implementación directa del progra-
ma principal utilizando las bibliotecas proporciona-
das por los fabricantes es pequeño.

Uno de los objetivos a corto plazo es la reducción
del overhead que existe en las ejecuciones para la ver-
sión libXPhi con tamaños de matrices grandes, como
se ha podido apreciar mediante el caso de estudio
utilizado. Además, para poder tener una base expe-
rimental más amplia, se están implementando y pro-
bando nuevos ejemplos, incluyendo casos que permi-
tan probar diversas optimizaciones o solapar cálculo
y comunicación. Se plantea también como trabajo
futuro comparar con otras libreŕıas de BLAS orien-
tadas a la portabilidad en sistemas heterogéneos.
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